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1. Introdução

A segmentação de mercado é uma das atividades de marketing mais

fundamentais. Para combinar com sucesso produtos e serviços com as

necessidades do cliente, as empresas precisam dividir os mercados em grupos

(segmentos) de consumidores, clientes e clientes com necessidades e desejos

semelhantes. As empresas ou fabricantes podem, então, focar cada um desses

segmentos se posicionando em um único segmento. A análise de clusters, uma das

principais etapas da segmentação de mercado, usa dados para formar segmentos,

tornando a segmentação menos dependente da subjetividade.

1.1 Entendendo a Análise de Clusters

Trata-se de um método da segmentação que identifica grupos homogêneos

de objetos (ou casos, observações) chamados clusters. Esses objetos podem ser

clientes individuais, grupos de clientes, empresas ou países inteiros. Objetos em um

determinado cluster devem ser tão semelhantes quanto possível entre si, mas tão

distintos quanto possível de objetos em outros clusters.

O objetivo da análise de cluster é identificar grupos de objetos que são muito

semelhantes no que diz respeito às suas variáveis pré-definidas e os atribuir a

clusters.
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Figura 1. Exemplo de análise em função de variáveis.

Uma consideração importante antes de iniciar o agrupamento é determinar

como a similaridade deve ser medida. A maioria dos métodos calcula medidas de

similaridade estimando a distância entre pares de objetos.

A decisão sobre quantos clusters devem ser derivados dos dados é uma

questão fundamental na aplicação da análise de cluster. Na maioria dos casos, não

sabemos o número exato de clusters e então nos deparamos com uma troca. Por

um lado, queremos o mínimo de clusters possível para torná-los fáceis de

compreender. Por outro lado, ter muitos clusters nos permite identificar diferenças

sutis entre objetos.

Na etapa final, precisamos interpretar a solução de clustering, definindo e

rotulando os clusters obtidos.
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Figura 2. Etapas envolvidas em uma análise de clusters.

2. Conduzindo uma análise de clusters

2.1Seleção das variáveis

Figura 3. Exemplos de variáveis.
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Nas últimas décadas, a atenção mudou de variáveis ​​de agrupamento

sociodemográficas mais tradicionais para variáveis ​​comportamentais e

psicométricas.

Geralmente, os clusters baseados em variáveis ​​psicométricas são mais

homogêneos e esses consumidores respondem de forma mais consistente às ações

de marketing. No entanto, os consumidores nesses clusters são frequentemente

difíceis de identificar como tais variáveis ​​não são facilmente medidas. Por outro lado,

os clusters determinados por variáveis ​​sociodemográficas são fáceis de identificar,

mas também são mais heterogêneos, algo que complica os esforços de

direcionamento. Consequentemente, os pesquisadores frequentemente combinam

variáveis ​​diferentes, como características de estilo de vida e variáveis ​​demográficas,

se beneficiando de cada seus pontos fortes.

Para facilitar a escolha de variáveis ​​de clusters, devemos considerar as

seguintes questões norteadoras:

● As variáveis ​​se diferenciam suficientemente entre os clusters?

● A relação entre o tamanho da amostra e o número de variáveis ​​de clusters é

razoável?

● As variáveis ​​de clusters são altamente correlacionadas?

● Os dados subjacentes às variáveis ​​de agrupamento são de alta qualidade?

2.1.1 Variáveis

1) Atividade Industrial - setores industriais que possuem níveis diferentes de

exigências quanto à qualidade e o nível de serviços oferecidos pelos seus

fornecedores.

2) Aplicação do Produto - um produto pode ter aplicações diferentes numa

mesma indústria, algumas exigindo mais desempenho do que as outras.

2.1.2 Considerações

As variáveis selecionadas se diferenciam suficientemente entre os clusters.

Estas fornecem uma diferenciação clara entre os objetos e são relativamente

independentes.
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Dolnicar et al. (2016) descobriram que aumentar o tamanho da amostra de 10

a 30 vezes o número de variáveis ​​de clustering melhora substancialmente a solução

de clustering. Portanto, a relação entre o tamanho da amostra e o número de

variáveis ​​de clusters é razoável, visto que o primeiro está posicionado acima de 20

unidades do segundo. Qiu e Joe (2009) também sugerem um tamanho mínimo de

amostra de 10 vezes o número de variáveis ​​de agrupamento.

As variáveis selecionadas possuem uma boa relação, porém não

suficientemente para se sobressaírem.

Os dados subjacentes às variáveis ​​de agrupamento são de alta qualidade,

remetendo a informações recentes de fontes confiáveis.

2.2 Escolha do Método de Clustering e Definição dos Objetos

2.2.1 Introdução

O método determina como os clusters devem ser formados. A escolha do

método está atrelada à resolução da questão: “como determinar a semelhança ou

dessemelhança entre objetos em um cluster recém formado?”.

2.2.2 Método de Clustering Escolhido: Hierárquico

O método de agrupamento hierárquico é caracterizado pela estrutura

semelhante a uma árvore estabelecida durante o curso da análise. Nesse método,

os clusters são formados consecutivamente a partir de objetos.

O agrupamento aglomerativo começa com cada objeto representando um

agrupamento individual. Os objetos são em seguida, mesclados sequencialmente

para formar grupos de vários objetos, começando com os dois objetos mais

semelhantes. A similaridade é normalmente definida em termos da distância entre os

objetos. Ou seja, objetos com distâncias menores entre si são considerados mais

semelhantes, enquanto objetos com distâncias maiores são considerados mais

diferentes. Após a fusão dos dois primeiros objetos mais semelhantes (ou seja, mais

próximos), o procedimento de agrupamento aglomerativo continua mesclando outro

par de objetos ou adicionando outro objeto a um cluster já existente. Este

procedimento continua até que todos os objetos tenham sido fundidos em um

grande aglomerado.
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Figura 4. Exemplo de clustering aglomerativo e divisível.

2.2.3 Definição dos Objetos

Nossos objetos se resumem em empresas que fazem uso de uma larga

quantia de dados digitais (Google gera 100 PetaBytes de dados por dia, Facebook

gera 30 ou mais PetaBytes de dados por dia, Twitter gera 100 TeraBytes por dia,

Spotify gera 64 TeraBytes por dia e o eBay gera 100 PetaBytes por dia, por

exemplo).
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Figura 5. Clientes (empresas de tecnologia), selecionados com base

no uso de dados digitais.

2.3 Selecionando a Medida de (Dis)Similaridade

Primeiramente, é necessário plotar o gráfico envolvendo as variáveis e

objetos definidos previamente:

Figura 6. Conjunto de dados utilizados para formação do gráfico (ainda não

preenchido).

- Variável 1: deve-se especular um valor correspondente entre 0 e 100 (%)

para cada objeto, sendo que a empresa que necessita do maior desempenho no

acesso aos dados deve estar mais próxima do valor máximo. A Apple utiliza o seu

serviço de nuvem para armazenar, em grande parte, fotos e vídeos de seus clientes.

Esse tipo de conteúdo é de acesso menos recorrente que as mesmas fotos e vídeos

que compõem o Facebook. Essa variável pode ser associada à base de usuários

ativos.

- Variável 2: deve-se especular um valor correspondente entre 0 e 100 (%)

para cada objeto, sendo que a empresa que utiliza mais dados deve estar mais

próxima do valor máximo. Propriamente descritiva, o Facebook, por exemplo, por ser

uma rede social cuja maioria dos conteúdos são fotos e vídeos, necessita de maior

capacidade de armazenamento que o Twitter, outra rede social, mas cuja maioria

dos conteúdos são apenas caracteres.

Vale ressaltar que, para realizar 2.3, considerou-se os produtos do segmento

mainstream, isto é, dados em posse das empresas listadas que se resumem em

fotos, vídeos, áudios e textos. Além, estimou-se as seguintes bases de usuários e

quantidades de dados gerados/em uso:

Apple: > 850 mi / Classe 3

Alphabet: > 800 mi / Classe 3

Amazon: > 200 mi / Classe 4

Microsoft: > 250 mi / Classe 3
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Huawei: > 5 mi / Classe 1

Alibaba: > 770 mi / Classe 3

Facebook: > 2.8 bi / Classe 3

Netflix: > 210 mi / Classe 2

Xiaomi: > 300 mi / Classe 2

Twitter: > 190 mi / Classe 1

Spotify: > 360 mi / Classe 1

(Ordem crescente de uso de dados = 4>3>2>1)

Figura 7. Gráfico variável 1 x variável 2

Uma maneira direta de avaliar a proximidade de dois objetos é desenhar uma

linha reta entre eles. Este tipo de distância é chamada de distância euclidiana ou

reta distância da linha; é o tipo mais comumente usado para analisar variáveis

​​métricas e, se as escalas são equidistantes, variáveis ​​ordinais. Os pesquisadores

também costumam usar a distância euclidiana quadrada.

Para usar um procedimento de agrupamento, precisamos expressar essas

distâncias matematicamente. Usando os dados da Figura 6, podemos calcular a

distância euclidiana entre os clientes usando as variáveis ​​1 (x) e 2 (y) com a

seguinte fórmula (b e c representam clientes):



9

Objetos A B C D E F G H I J K

A 0 3,00 47,17 37,00

70,0

1 5,00 50,00

46,3

2

40,6

1 64,66

58,3

1

B   0 44,65 34,00

67,9

4 2,00 53,00

43,8

3

38,2

9 62,80

56,8

2

C     0 25,18

75,5

4

43,0

1 93,41

50,0

1

50,6

4 75,01

75,6

6

D       0

51,4

2

32,0

0 87,00

25,0

8

25,5

0 50,16

50,4

9

E         0

66,6

0 110,91

26,9

3

30,2

3 8,00

19,0

0

F           0 55,00

42,2

0

36,8

0 61,61

55,9

0

G             0

92,4

4

85,7

3

103,8

3

94,3

4

H               0 7,00 25,08

26,5

7

I                 0 26,57

25,0

8

J                   0 11,00

K                     0

Figura 8. Distância euclidiana quadrada entre os objetos.

2.4 Decidindo o número de Clusters

Uma questão importante que ainda não abordamos é como decidir sobre o

número de clusters. Um número mal especificado de clusters resulta em sub ou

supersegmentação, o que facilmente leva a decisões de gestão imprecisas sobre,

por exemplo, segmentação do cliente, produto posicionamento ou determinação do

mix de marketing ideal (Becker et al. 2015).
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Podemos selecionar o número de clusters de forma pragmática, escolhendo

um agrupamento que "funciona" para nossa análise, mas às vezes queremos

selecionar a “melhor” solução que os dados sugerem. No entanto, diferentes

métodos de agrupamento requerem diferentes abordagens para decidir sobre o

número de clusters.

2.4.1 Clustering em duas etapas

Uma vantagem crucial do clustering em duas etapas é que o método permite

automaticamente selecionar o número de clusters com base em critérios estatísticos.

Ao fazer isso, o agrupamento segue uma abordagem em duas etapas (Bacher et al.

2004).

No primeiro estágio, o método determina um número máximo de clusters com

base em Critério de Informação de Akaike (AIC; Akaike 1973) ou o Critério de

Informação de Bayes (BIC; Schwarz 1978), dependendo da especificação do

pesquisador. Esses critérios adicionam diferentes termos para o valor de log

verossimilhança resultante da análise, que penaliza a complexidade da solução

expressa pelo número de clusters - soluções com mais clusters implicam uma pena

mais forte. No SPSS (software), o número máximo de clusters é determinado pela

proporção entre AIC (ou BIC) para uma solução com k clusters e uma solução de um

cluster. A solução para a qual essa proporção é menor do que um certo limite

assumido pelo programa é o número máximo de clusters.

No segundo estágio, o agrupamento em duas etapas calcula a proporção das

distâncias entre diferentes soluções de cluster usando os valores AIC (ou BIC) como

entrada. A proporção resultante determina o número final de clusters a serem

extraídos.

Figura 9. Definição das variáveis no software SPSS.
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Figura 10. Critérios utilizados para a análise em duas etapas no SPSS.

2.4.2 Resultados

Figura 11. Sumarização dos resultados.
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Figura 12. Tamanho dos clusters.

Figura 13. Importância das variáveis para a formação de clusters.
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Figura 14. Clusters definidos pelo SPSS.

Figura 15. Comparação dos clusters, a linha no meio dos retângulos brancos

representa a mediana. Por sua vez, em sua totalidade, os retângulos brancos

representam a mediana com desvios padrões. Os quadrados coloridos (azul claro,

vermelho e azul escuro) representam os clusters e suas variações intrínsecas.

2.5 Interpretação dos Resultados

A interpretação da solução requer a caracterização de cada cluster usando

um critério ou outras variáveis ​​(na maioria dos casos, dados demográficos). Esta
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caracterização deve focar em variáveis ​​de critério que transmitem por que a solução

de cluster é relevante. Por exemplo, você poderia destacar que os clientes em um

cluster têm uma menor disposição para pagar e estão satisfeitos com níveis de

serviço mais baixos, enquanto os clientes em outro cluster estão dispostos a pagar

mais por um serviço superior. Ao usar essas informações, também podemos tentar

encontrar um nome ou rótulo para cada cluster; ou seja, aquele que reflete

adequadamente os objetos no cluster.

Nesse sentido, pode-se observar que o Cluster 1 (C1) engloba clientes que,

apesar de não necessitarem de tanto desempenho e recorrência de acesso em

comparação com C2 e C3, podem requisitar uma aplicação de produto relativamente

alta. C1 deve ser considerado como uma “porta de entrada” para nosso produto,

pois ele capaz de agregar aplicações de maneira praticamente nativa, sendo a

atividade industrial considerada o verdadeiro objetivo no seu desenvolvimento. Em

outras palavras, os objetos contidos em C1 são mais prováveis a aceitarem um

protótipo inicial, a fase em que nos encontramos. Em termos de aplicação, C2 e C3

podem ser considerados idênticos, oque é algo positivo. Porém, atingir os níveis de

atividades industriais almejados por C3 ainda é algo utópico, sendo que C2 está

mais próximo de C1 doque de C3. Vale ressaltar que, em um estado de fornecimento

próximo ao máximo de qualidade para C1, C2 deve ser considerado um foco, visto

que a aplicação de C2 pode ser facilmente atingida pela natureza da matéria prima

empregada no projeto. Por fim, “qualidade” pode ser definida como um valor

agregativo baseado na necessidade de um cliente.

3. Conclusão

A segmentação de mercado mostrou-se uma ferramenta eficaz naquilo que

tange a sua finalidade. De certa maneira, surpreendeu as expectativas dos membros

do time em termos de direcionamento, pois em um momento inicial parecia ser

supérflua. Foi possível compreender de maneira minuciosa os valores do produto

que está sendo desenvolvido pela equipe, além de fornecer alvos claros para

melhorias e foco em clientes com necessidades semelhantes.
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